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Abstrakt

Cel/Teza: Celem niniejszej analizy byla ilo§ciowa charakterystyka zestawéw danych wy-
korzystywanych do szkolenia modeli jezykowych. Objeta ona: 1) analize czesto$ci uzycia
poszczegélnych zestawdéw danych oraz schematéw ich zastosowania w réznych typach
modeli, 2) ocene stopnia zréznicowania danych wykorzystywanych przez autoréw modeli,
3) analize réznorodnosci wykorzystania danych w kontekscie konkretnych zastosowan
modeli jezykowych.

Koncepcja/Metody badan: Przeanalizowano metadane modeli jezykowych dostepnych
w repozytorium Hugging Face. Uwzgledniono tylko te modele, ktére zawieraly informacje
o nazwie uzytego zestawu danych, rozumianego jako zbiér wykorzystywany do trenowania,
dostrajania lub ewaluacji modelu. Lacznie przeanalizowano 56 762 modele (13,8% ogétu),
ktérych metadane pobrano 6 marca 2025 roku za pomoca biblioteki huggingface-hub.
W analizie obliczono m.in. liczbe modeli i autoréw, czestotliwo$¢ wystepowania zestawow
danych w zaleznosci od kategorii modelu, a takze korelacje miedzy liczba unikalnych zesta-
woéw danych stosowanych przez poszczegélnych autoréw a taczng liczba udostepnionych
przez nich modeli. Analiza zostala przeprowadzona w jezyku Python z wykorzystaniem
bibliotek pandas, matplotlib, seaborn, scipy.

Wyniki i wnioski: Lacznie zidentyfikowano 13 376 zestawdw danych. Wiekszo$¢ modeli
byla szkolona na podstawie tylko jednego zestawu danych. Odnotowano, ze wéréd auto-
réw publikujacych wieksza liczbe modeli jezykowych widoczna jest pewna tendencja do
wykorzystywania bardziej zréznicowanych zestaw6éw danych. Zaobserwowano takze, ze
w kategoriach z mniejsza liczba modeli wystepuje wieksze zréznicowanie wykorzystywa-
nych do ich szkolenia zestawdw.

Oryginalno$¢/Warto$¢ poznawcza: Analiza ujawnia pewne schematy dotyczace stopnia
zréznicowania wykorzystania zestawéw danych w zaleznosci od autora i kategorii modelu
jezykowego.

Stowa kluczowe:

Hugging Face. Model jezykowy. Sztuczna inteligencja. Zestaw danych.
Tekst wptynat do Redakcji: 22 kwietnia 2025 r.

ZIN 2025, 63(1), 93-116
DOI: 10.36702/2in2025.01.05



94

Adam Jachimczyk

1. Wstep

W dziedzinie sztucznej inteligencji w ostatnich kilku latach ro$nie zainteresowanie
modelami jezykowymi — modelami statystycznymi zdolnymi do przewidywa-
nia stéw w sekwencji sléw jezyka naturalnego. Te, ktére zostaly wyszkolone na
duzych zestawach réznego typu danych, nazywa sie duzymi modelami jezyko-
wymi (Auffarth, 2024). Ich popularnos¢ ilustruje liczba pobran z repozytorium
Hugging Face (HF) (Models — Hugging Face, 2025); np. sentence-transformers/
all-MiniLM-L6-v2 i google-bert/bert-base-uncased pobrano ponad 80 milionéw
razy (stan na 6 marca 2025 roku).

W repozytorium HF wszystkie modele wykonujace okreslone zadania z zakresu
przetwarzania jezyka naturalnego zostaly podzielone na 12 kategorii (stan: 6 marca
2025 roku). Najwieksza liczebnie grupa (text generation, text2text generation) zostata
wyszkolona w celu generowania nowego wyrazu lub sekwencji wyrazow na podstawie
dostarczonego tekstu wejsciowego (What is Text Generation?, 2024). Druga pod
wzgledem liczebnosci stanowia modele wytrenowane dla potrzeb klasyfikowania
tekstu (text classification) i klasyfikowania tokenéw (token classification). Te pierwsze
znajduja zastosowanie w zadaniach zwiazanych z analiza sentymentu, a druga kate-
goria modeli sprawdza sie m.in. w operacjach zwigzanych z rozpoznawaniem encji
czy czesci mowy (What is Text Classification?, 2023; What is Token Classification?,
2024). Najmniej modeli zawiera kategoria zero-shot classification, obejmujaca mo-
dele klasyfikujace dane wczesniej nieznane (What is Zero-Shot Classification?, 2023).

Po kilkanascie tysiecy modeli zarejestrowano w takich kategoriach, jak: feature
extraction, fill-mask czy question answering. W przypadku feature extraction model
przeksztalca tekst wejsciowy w reprezentacje numeryczna, wykorzystywana m.in. do
wyszukiwania semantycznego czy poréwnywania tekstow (Feature Extraction
with LLMs, Hugging Face and MinlO, b.d.; WWhat is Feature Extraction?, 2024).
Natomiast modele typu fill-mask przewiduja brakujace stowa w tekscie, zastepujac
zakryte fragmenty odpowiednimi wyrazami (What is Fill-Mask?, 2025).

W systemach wyszukiwania informacji wykorzystuje sie modele guestion
answering, ktére odpowiadaja na pytania w jezyku naturalnym, ekstrahujac istotne
informacje z dostarczonych danych (What is Question Answering?, 2025). W tych
systemach stosuje sie takze modele nalezace do kategorii sentence similarity, stu-
zace do oceny semantycznego podobienstwa miedzy tekstami (What is Sentence
Similarity?, 2025). Odmienna funkcje pelnia modele table question answering,
przystosowane do odpowiadania na pytania na podstawie danych tabelarycznych
(What is Table Question Answering?, 2023). Relatywnie niewielka grupe stanowia
modele przeznaczone do automatycznego ttumaczenia oraz streszczania tekstow.

W praktyce cze$¢ modeli ma uniwersalny charakter i jest w stanie wykonywaé
zréznicowane zadania z zakresu przetwarzania jezyka naturalnego (tlumaczenie,
streszczanie, analiza sentymentu) (Arif, 2023).
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Szkolenie modeli jezykowych zazwyczaj przebiega w dwdch etapach. Najpierw
model jest trenowany na bardzo duzym zbiorze tekstow. Nastepnie jest on udo-
skonalany za pomoca algorytmu RLHF (Reinforcement Learning from Human
Feedback — uczenie ze wzmocnieniem z opinii ludzi), zeby wygenerowa¢ odpo-
wiedzi zgodne z oczekiwaniami ewaluatoréw (OpenAl et al., 2024). Wspomniane
etapy wyznaczaja tez pewne kryterium podzialu zestawéw danych, ktére sa wy-
korzystywane do szkolenia modeli.

Zhao et al. (2025) wyréznili trzy gléwne kategorie zestawéw danych. Pierwsza
z nich stanowia dane wykorzystywane do wstepnego treningu modeli. Korpusy
tego typu moga pochodzi¢ z jednego lub wielu Zrddel, takich jak Wikipedia (b.d.)
czy arXiv (arXiv.org e-Print archive, b.d.). Podstawa korpusu The Colossal Clean
Crawled Corpus (C4) (Dodge et al., 2021) jest baza danych Common Crawl ar-
chiwizujaca zawartos¢ stron WWW (Common Crawl — Open Repository of Web
Crawl Data, b.d.). Modele jezykowe wspomagajace pisanie komputerowego kodu
wykorzystuja publicznie dostepne zasoby takich serwiséw, jak np. GitHub (GitHub
- Build and ship software on a single, collaborative platform, b.d.).

Druga kategorie wyrézniona przez Zhao et al. (2025) stanowia zestawy danych
wykorzystywane do dostrajania modelu (fine-tuning), ktére ma poprawic jego moz-
liwosci i dostosowac do okreslonych zastosowan. Do szkolenia modeli w zakresie
streszczania dialogéw uzywany jest Samsum liczacy ponad 16 tys. spisanych przez
lingwistéw przykladéw codziennych rozméw wraz ze streszczeniami (Samsung/
samsum - Datasets at Hugging Face, 2022; Eigenbrode et al., 2024). Specyficzna
grupe zestawow danych stanowia dane syntetyczne. Wedlug Jordon et al. (2022),
»to dane wygenerowane przy uzyciu specjalnie zaprojektowanego modelu mate-
matycznego lub algorytmu, majace na celu rozwigzanie okreslonego zadania lub
zestawu zadan z zakresu nauki o danych” Przyktadem takich danych wygenero-
wanych przez model text-davinci-003 jest Alpaca (tatsu-lab/alpaca - Datasets at
Hugging Face, 2024).

Do trzeciej grupy Zhao et al. (2025) zaliczyli zestawy danych, ktérych zadaniem
jest takie dostrojenie modelu jezykowego, zeby nie generowal informacji nie-
przydatnych, szkodliwych lub wprowadzajacych w blad (Eigenbrode et al., 2024).
Ponad 80 tys. wpiséw zawierajacych pytanie, dwie odpowiedzi oraz ocene ich
szkodliwosci i uzytecznosci zawiera np. PKU-SafeRLHF (PKU-Alignment/PKU-
SafeRLHF - Datasets at Hugging Face, 2024). Bardziej specjalistyczny charakter
ma H4 Stack Exchange Preferences (HuggingFaceH4/stack-exchange-preferences -
Datasets at Hugging Face, b.d.), ktéry zawiera blisko 11 milionéw pytan i adnoto-
wanych pod katem przydatnos$ci odpowiedzi pobranych z serwisu Stack Overflow
(Newest Questions, b.d.).

Podobna klasyfikacje zaproponowali Liu et al. (2024). Badacze wyrdznili jeszcze
zestawy danych stuzace ewaluacji modeli oraz opracowane specjalnie do treno-
wania, optymalizacji i testowania tradycyjnych modeli jezykowych znajdujacych
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zastosowanie w takich operacjach, jak: ekstrakcja informacji, klasyfikacja czy
podsumowywanie tekstu. W ewaluacji stosuje sie m.in. FACTSCORE (Min et al.,
2023), ktérego zadaniem jest ocena poprawnosci faktograficznej twierdzen genero-
wanych przez modele jezykowe. W innych zadaniach zastosowanie znajduja takie
zestawy danych, jak Stanford Question Answering Dataset (SQUAD) (The Stanford
Question Answering Dataset, b.d.) czy Natural Questions (google-research-datasets/
natural-questions, 2019/2025).

Badacze kategoryzuja takze zestawy wedlug rodzaju pytania, ktére jest wpro-
wadzane do systemu. Wyrézniane sa m.in. zbiory danych, ktére obejmuja pytania
typu faktograficznego (Kto odkryt...), niefaktograficznego (Dlaczego model jezy-
kowy halucynuje?) oraz pytania typu tak/nie (Baradaran et al., 2022). Przykltadem
faktograficznego zestawu danych jest wspomniany SQuAD (The Stanford Question
Answering Dataset, b.d.), ktory sklada sie z zestawu pytan i odpowiedzi opraco-
wanych na podstawie artykutéw z Wikipedii. Do zestaw6éw zawierajacych pytania
niefaktograficzne nalezy np. WikiHowQA (Lurunchik/WikiHowNFQA - Datasets
at Hugging Face, b.d.) zawierajacy blisko 12 tys. pytan i odpowiedzi opartych na
prawie 75 tysigcach dokumentéw.

Innym kryterium podzialu moze by¢ rodzaj odpowiedzi generowanej przez
model. Baradaran et al. (2022) wyréznili dwa rodzaje zestawéw danych: genera-
tywne i ekstrakcyjne. W modelu generatywnym system samodzielnie generuje
odpowiedz na podstawie dostarczonego kontekstu. Ten rodzaj zestawu danych
reprezentuje np. DuoRC (DuoRC, b.d.), ktéry zawiera blisko 187 tysiecy zestawdw
pytan i odpowiedzi dotyczacych fabutl filmowych opracowanych na podstawie
Wikipedii i bazy IMDb. W przypadku modelu ekstrakcyjnego odpowiedzia mo-
delu jest fragment tekstu pobrany z kontekstu. Do wigkszych zestawdw tego typu
nalezy TriviaQA (TriviaQA, b.d.) liczaca ponad 650 tysiecy pytan i odpowiedzi
popartych materialami Zrédtowymi.

Zestawy danych mozna takze dzieli¢ wedlug metody ich tworzenia. Baradaran
et al. (2022) wyré6znili zbiory na: generowane automatycznie, tworzone przez ludzi
oraz hybrydowe. Przykladem zbioru opracowanego metoda crowdsourcingu jest
SQuAD - zestaw zawierajacy ponad 100 tys. pytan i odpowiedzi (The Stanford
Question Answering Dataset, b.d.). Z kolei podejscie hybrydowe reprezentuje
zestaw Natural Questions, ktéry zawiera rzeczywiste pytania wpisywane przez
uzytkownikéw do wyszukiwarki Google oraz odpowiedzi zaczerpniete z Wikipedii
(google-research-datasets/natural-questions, 2019/2025). Na uwage w kontekscie
metod gromadzenia i opracowywania danych do trenowania modeli jezykowych
zastuguje glos Goetzego i Abramsona (2021), ktérzy zaakcentowali m.in. problemy
zwigzane z niedostateczna ochrona praw pracowniczych oséb zatrudnianych do
realizacji takich zadan.

Zaproponowana z kolei przez Rogers et al. (2023) klasyfikacja opiera si¢ na
kluczowych umiejetnosciach wymaganych do rozwiazywania zadan typu question
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answering i reading comprehension, takich jak wnioskowanie, wyszukiwanie infor-
macji czy modelowanie rzeczywistosci.

Przedstawiona w artykule analiza ilosciowa wpisuje sie w coraz szerszy nurt ba-
dan poswieconych korpusom danych stosowanym w treningu modeli jezykowych.
Ich zawarto$¢ i aktualno$¢ moga bowiem istotnie wplywac na jakos¢ generowane;j
odpowiedzi (Rejeleene et al., 2024). Jej celem jest zbadanie czestosci wykorzy-
stywania poszczegdlnych zestawdw oraz schematdw ich uzycia przez rézne typy
modeli. Wyniki zaprezentowanej analizy moga by¢ pomocne przy podejmowaniu
decyzji dotyczacych doboru zestawéw danych stuzacych do szkolenia modeli
jezykowych. Moga réwniez stanowi¢ element charakterystyki samych modeli,
ukazujac stopien uzycia nowych zasobow lub czestotliwo$¢ ponownego uzycia
tych samych zbioréw danych.

2. Stan badan

Badacze niejednokrotnie podejmowali analizy zestawéw danych wykorzystywanych
w szkoleniu modeli jezykowych. Rozszerzona charakterystyke 60 anglojezycz-
nych zbioréw danych przeprowadzili Dzendzik et al. (2021). Obecno$¢ Wikipedii
w ponad 38% z nich sklonila autoréw do postulatu rezygnacji z tego zrédta przy
tworzeniu przysztych korpuséw. Zwrécili rowniez uwage, ze ponad 60% zbioréw
powstalo przy udziale crowdworkeréw — oséb o okreslonej biegtosci jezykowej,
lecz niebedacych ekspertami w danej dziedzinie.

Réwniez Zeng et al. (2020), analizujac 57 zestawdw danych, zwrdcili uwage
na znaczenie Wikipedii jako zZrédta danych treningowych i fakt, ze prawie 64%
zestawow danych zostalo opracowanych metoda crowdsourcingu.

Przegladu artykuléw naukowych poswieconych sztucznej inteligencji dokonali
Baradaran et al. (2022). W analizowanych tekstach z lat 2016—-2020 zidentyfiko-
wali 53 zestawy danych. Tylko 10 z nich mialo zamkniety charakter, ograniczony
do okreslonej dziedziny, a wigkszo$¢ (36 zestaw6éw) obejmowata wylacznie dane
w jezyku angielskim.

156 wielojezycznych publicznie dostepnych zestawéw danych zbadali Yu et al.
(2022). Zidentyfikowali w nich obecno$¢ 222 jezykéw. Tylko dla 18% z nich zostal
przygotowany specjalnie tekst wejsciowy, w pozostalych przypadkach materialem
zrédtowym byly wiadomosci prasowe, zasoby Wikipedii czy réznego typu zasoby
WWW. Odnotowali ponadto, ze najwiecej zbioréw dotyczyto zadan zwigzanych
z klasyfikacja tekstu.

Systematyczne analizy zestawow prowadza badacze z Data Provenance Initiative
(DPI) (Data Provenance Initiative, b.d.). W obszernym opracowaniu, obejmujacym
ponad 1800 tekstowych zbioréw danych, Longpre et al. (2024) wskazali na kryzys
przejrzystosci danych spowodowany brakiem odpowiedniej dokumentacji Zrodet
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ich pochodzenia. Utrudnia to zrozumienie specyfiki danych wykorzystywanych
w treningu modeli jezykowych.

W kolejnym badaniu Longpre et al. (2025) przeanalizowali 3916 zestawéw obej-
mujacych tekst, mowe i dane wideo. Zauwazyli, ze coraz cze$ciej dane te pochodza
z internetu lub sa generowane syntetycznie, natomiast coraz rzadziej gromadzone
sa recznie. Zwrdcili takze uwage na duza liczbe zbioréw pozbawionych jasno
okreslonej licencji.

Problemy dotyczace jakosci danych podsumowali Paullada et al. (2021). Chodzi
np. o brak dostatecznej reprezentacji w zbiorach danych okreslonych kategorii
socjodemograficznych czy stronniczo$¢ w etykietowaniu danych. Kontrowersje
budza takze naruszajace prywatno$¢ uzytkownikow praktyki gromadzenia i prze-
twarzania danych pochodzacych z wyszukiwarek internetowych czy mediéw
spotecznosciowych.

Problemy z jako$cig danych odnotowali m.in. Kreutzer et al. (2022), ktérzy zba-
dali pie¢ duzych zestaw6éw (CCAligned, ParaCrawl, WikiMatrix, OSCAR, mC4).
W 87 z 205 korpuséw jezykowych zawartych we wspomnianych zestawach uzy-
teczne bylo mniej niz 50% tekstu. Co wiecej, w 15 korpusach nie odnotowano ani
jednego poprawnego zdania.

Coraz powazniejszym problemem staje si¢ takze zalewajaca internet falszywa
tres$¢, ktora przetwarzaja systemy sztucznej inteligencji i ktéra w konsekwencji zanie-
czyszcza wygenerowane przez nie odpowiedzi. Dziennikarze serwisu NewsGuard
udowodnili na przyklad, ze dziesi¢¢ czotowych czatbotéw (m.in. ChatGPT-4o,
Copilot, Meta Al, Claude, Gemini) powielalo tezy rosyjskiej propagandy publiko-
wanej przez sie¢ powiazanych ze sobg stron internetowych (NewsGuard, 2024).

Wysokie koszty zwiazane z tworzeniem treningowych zestawéw danych, obawy
dotyczace zachowania poufnosci czy niedostepnos¢ specjalistycznych danych skta-
niaja badaczy do wykorzystania duzych modeli jezykowych w procesie tworzenia
danych syntetycznych (Rossi et al., 2024; Guo & Chen, 2024).

Sun et al. (2024) wykorzystali opracowany przez OpenAl model text-davinci-003
do wygenerowania zapytan, na podstawie ktérych wytrenowano konwersacyjny
model MOSS. Tang et al. (2023) wykazali relatywnie wysoka skutecznosc¢ lokalnego
modelu jezykowego wytrenowanego na syntetycznych danych wygenerowanych
przez ChatGPT w rozpoznawaniu jednostek nazewniczych i relacji w tekstach
medycznych. Na duzy potencjal generatywnych modeli jezykowych (w tym przy-
padku ChatGPT) w tworzeniu danych treningowych na potrzeby szkolenia sieci
neuronowych zwrdcili takze uwage Askari et al. (2023). Dla odmiany Li et al.
(2023) wykazali zréznicowang skutecznos¢ modeli jezykowych wytrenowanych na
danych stworzonych przez model GPT-3.5-Turbo do réznych zadan zwigzanych
z klasyfikacja tekstu.

Dane syntetyczne moga by¢ tez wykorzystane do korygowania niepozadanych
zachowan duzych modeli jezykowych. Wei et al. (2024) uzyli ich, zeby ograniczy¢
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sytuacje, kiedy model jezykowy dostosowuje swoje odpowiedzi do pogladéw uzyt-
kownika. Himaéldinen et al. (2023) wykorzystali z kolei model GPT-3 do wygene-
rowania odpowiedzi uzytkownikéw na temat postrzegania gier video jako sztuki
i w konkluzji stwierdzili, ze z uwagi na niski koszt i wysoka szybko$¢ generowania
danych, syntetyczne dane moga by¢ przydatne na etapie opracowywania pomystéw
i wstepnych eksperymentéw.

3. Cel analizy

Celem analizy bylo zbadanie czestosci wykorzystania poszczegélnych zestawéw da-
nych oraz schematéw ich uzycia w réznych typach modeli jezykowych. Zasadnicza
cze$¢ badania zostata poprzedzona ogdlna charakterystyka ilosciowa modeli, obej-
mujaca identyfikacje ich autoréw oraz przypisanie do kategorii zadan z zakresu
przetwarzania jezyka naturalnego.

Celem gléwnej czesci analizy byta odpowiedz na nastepujace pytania badawcze:

— DPytanie 1. Jakie zestawy danych i jak czesto byly wykorzystywane w szkoleniu
modeli jezykowych?

— DPytanie 2. Czy istnieje korelacja miedzy liczbg unikalnych zestawéw danych
stosowanych przez poszczegdlnych autoréw a taczna liczba modeli, ktére
udostepnili? Pytanie to mialto na celu ocene zréznicowania wykorzystanych
danych przez autoréw modeli.

— Pytanie 3. Czy istnieje zalezno$¢ miedzy zestawami danych a kategoria-
mi modeli, w ktérych je wykorzystano? Zbadano, jak czesto poszczegél-
ne zestawy danych byly stosowane w kontekscie réznych kategorii zadan
realizowanych przez modele. Przeanalizowano réwniez stosunek liczby
unikalnych zestawéw danych do liczby modeli przypisanych do danej kate-
gorii. Pozwolito to oceni¢ réznorodnos¢ zrédel danych wykorzystywanych
w konkretnych zastosowaniach.

4. Metoda badawcza

Analiza ma charakter ilo§ciowy i polega na statystycznym opracowaniu metadanych
modeli jezykowych dostepnych w repozytorium HF. Uwzgledniono wylacznie
metadane tych modeli, ktére w polu tags zawieraly informacje o nazwie wykorzy-
stanego zestawu danych.

Na potrzeby niniejszej analizy zestaw danych definiowany jest jako zbiér prze-
znaczony do szkolenia, dostrajania lub ewaluacji modelu jezykowego. Moze obej-
mowac jeden lub wiele zbioréw danych zawierajacych rézne rodzaje informacji
wykorzystywanych w procesie trenowania i oceny modelu. Przyjeto, ze kazda
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nazwa zestawu danych wystepujaca w opisie modelu stanowi unikalny identyfika-
tor, odnoszacy sie do konkretnej wersji zbioru danych uzytej przy jego tworzeniu.

Metadane modeli jezykowych zostaly pobrane 6 marca 2025 roku za pomoca
biblioteki huggingface-hub (wersja 0.29.3) stluzacej do wyszukiwania i zarzadzania
modelami w repozytorium HF.

Proces wyszukiwania modeli oraz kryteria selekcji przedstawiono na rysunku 1.
Uwzgledniono wylacznie metadane modeli jezykowych zaprojektowanych do wy-
konywania zadan z zakresu przetwarzania jezyka naturalnego. Do charakterystyki
zasobu wykorzystano nastepujace metadane: modelld (nazwa modelu), author
(autor modelu), pipeline_tag (kategoria zadann NLP wykonywanych przez model),
tags (slowa kluczowe zawierajace charakterystyke modelu, w tym informacje o na-
zwie zestawu danych).

W analizie uwzgledniono acznie 56 762 modele (13,80% ogdétu), w ktérych
podano informacje o wykorzystanym zestawie danych.

W celu oceny reprezentatywnosci analizowanego zestawu (n=56 762) poréwnano
rozklad kategorii modeli (pipeline_tag) z pelnym zbiorem odszukanych modeli
(n=409 662). Test chi-kwadrat (p < 0,0001) wykazat istotne statystycznie réznice
miedzy rozkladami, co wskazuje na brak reprezentatywnosci prébki wzgledem
populacji. W szczegolnosci stwierdzono nadmierna reprezentacje kategorii token-

-classification (+4,17 punktu procentowego) i question-answering (+2,60) oraz
niedostateczng reprezentacje kategorii text-generation (—6,45). Nalezy to wzia¢
pod uwage interpretujac wyniki przedstawionej analizy.

W ramach analizy obliczono:

(1) Liczbe autoréw udostepnionych modeli oraz $rednia liczbe modeli przypa-
dajacych na autora.

(2) Liczbe modeli nalezacych do poszczegdlnych kategorii.

(3) Liczbe kategorii modeli jezykowych przypadajacych na jednego autora.

(4) Liczbe zestawow danych wykorzystanych do szkolenia modeli jezykowych
oraz $rednia liczbe zestaw6w przypadajacych na jeden model jezykowy.

(5) Korelacje (wspélczynnik Pearsona) miedzy liczba zestawéw danych sto-
sowanych przez poszczegélnych autoréw a faczna liczba udostepnionych
przez nich modeli jezykowych.

(6) Czestos¢ wystepowania zestawéw danych w poszczegdlnych kategoriach
modeli jezykowych.

(7) Stosunek liczby zestawéw do ogdlnej liczby modeli w danej kategorii.

(8) Srednia liczbe zestawéw danych przypadajacych na modele z danej kategorii.

Analiza zostala przeprowadzona w jezyku Python (wersja 3.12.7) z wykorzysta-
niem biblioteki pandas (wersja 2.2.2), matplotlib (wersja 3.9.2), seaborn (wersja
0.13.2) oraz scipy (wersja 1.13.1).
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‘Wyszukiwanie modeli - kryteria
wyszukiwania
: ; o Liczba wyszukanych rekordéw
text-classification, token-classification, table- N
question-answering, question-answering, zero-
shot-classification, translation, summarization, 411 488
feature-extraction, text-generation, text2text-
generation, fill-mask, sentence-similarity

!

Selekcja modeli
1. 409 662

(liczba modeli nalezgcych do jednej z kategorii
zadan NLP na podstawie pipeline tag)
2. 61408
(liczba modeli z informacjg o wykorzystanych
zestawach danych w polu tags)
3.56 762

(liczba modeli po usunieciu zduplikowanych
rekordow)

Liczba rekordow do analizy

56 762

e

Rys. 1. Selekcja modeli w repozytorium Hugging Face.

Zrédlo: opracowanie wlasne
5. Wyniki analizy

5.1. Ogolna charakterystyka modeli jezykowych

Ogoélem 56 762 modele udostepnito w repozytorium 17 477 podmiotéw. W Tabeli 1
przedstawiono wykaz 20 autoréw z najwieksza liczba opublikowanych modeli.
Maksymalna liczba modeli udostepnionych przez jeden podmiot to 1136, a $rednia
liczba modeli przypadajacych na jednego autora wynosi 3,25. Ponad 65% ogdlu
autoréw opublikowalo tylko jeden model, a odsetek tych, ktérzy udostepnili nie
wiecej niz 5, wynosi 92%.

Modele przeznaczone do zadan zwigzanych z klasyfikacja tekstu/tokenu/genero-
waniem tekstu stanowily ponad 80% wszystkich analizowanych modeli jezykowych
(Wykres 1). Znaczaca mniejszo$¢ (4%) stanowily modele przeznaczone do zadan
zwiazanych z tlumaczeniami lub streszczeniami.
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Tab. 1. Wykaz 20 autoréw z najwieksza liczba udostepnionych modeli jezykowych

Nazwa autora Liczba modeli Pro Ce(?ltz(;g:;: ;)1 odeli
goldfish-models 1136 2,0
gokuls 1003 1,77
LoneStriker 953 1,68
TheBloke 849 1,5
research-backup 709 1,25
TransferGraph 597 1,05
fine-tuned 508 0,89
bartowski 507 0,89
gokulsrinivasagan 484 0,85
tensorblock 390 0,69
NasimB 381 0,67
anas-awadalla 373 0,66
ShenaoZ 312 0,55
blockblockblock 308 0,54
fbaldassarri 271 0,48
CharlesLi 269 0,47
google 264 0,47
KoichiYasuoka 264 0,47
MaziyarPanahi 225 0,4
Triangle104 210 0,37
Inni 46 749 82,36

Zrédlo: opracowanie wlasne

Po wykluczeniu podmiotéw, ktére opublikowaly tylko jeden model, najwieksza
grupa autoréw (niemal 64%) (Wykres 2) udostepnita modele nalezace wylacznie do
jednej kategorii. Nieliczni autorzy zdecydowali sie opracowaé modele obejmujace
trzy lub wiecej kategorii.
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Zrédlo: opracowanie wlasne
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Wykres 2. Rozklad autoréw wedlug liczby kategorii modeli jezykowych
(tylko autorzy z >2 modelami)

Zrédlo: opracowanie wlasne
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5.2. Jakie zestawy danych i jak czesto byty wykorzystywane
w szkoleniu modeli jezykowych?

Ogoélem w analizowanym zbiorze zidentyfikowano 13 376 unikalnych zestawéw
danych. Tabela 2 zawiera wykaz 20 najczesciej cytowanych zbioréw. Kazdy model
$rednio wykorzystywal mniej niz dwa zestawy (1,74).

Tab 2. Wykaz 20 najczesciej wykorzystywanych zestawéw danych

Nazwa zestawu Liczba wystapien
glue** 2458
emotion 1750
squad 1736
imdb 1298
generator® 1233
xtreme 1126
conll2003 1077
wikipedia 866
cis-lmu/Glot500 783
allenai/MADLAD-400 683
allenai/c4 670
tweet_eval 622
samsum 609
allenai/nllb 584
HuggingFaceH4/ultrafeedback_binarized 581
oscar-corpus/OSCAR-2109 574
teknium/OpenHermes-2.5 566
squad_v2 538
kde4: 509

* Takq nazwa oznaczono zestaw danych uzyty do wyszkolenia modelu, ale nie identyfikuje on zadnego kon-
kretnego zbioru. W charakterystyce modelu zawarto np. okreslenie: , This model is a fine-tuned version of
ShenaoZhang/0.001_idpo_iter_1 on the updated and the original datasets”.

** Zestaw bez znaku uko$nika w nazwie nie zostal udostepniony w HF. Autorzy mogli w tym przypadku wyko-
rzysta¢ zasoby spoza HF.

Zrédlo: opracowanie wlasne.
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Ponad 80% modeli (Wykres 3) opieralo sie tylko na jednym zestawie danych.
Niecale 17% wykorzystywato od 2 do 10 zbioréw. Znaczaca mniejszos$¢ stanowity
modele trenowane na wigcej niz 10 zestawach. W przypadku 6 modeli wykorzy-
stano 200 i wiecej zestawdw danych. Najwiecej zbioréw, 289, zostalo uzytych do
wytrenowania modelu tasksource/deberta-small-long-nli (tasksource/deberta-
-small-long-nli - Hugging Face, 2023).

82.07%
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Odsetek modeli
w N 0 o ~
= o o o o

N
o

=
o

0 L‘m 0.01%
1 2-10 11-100 >100

Liczba zestawéw danych

Wykres 3. Liczba zestawdéw danych wykorzystywanych przez modele jezykowe

Zrédlo: opracowanie wlasne

Blisko 58% zestawéw danych zostalo wykorzystanych tylko raz w szkoleniu
modeli jezykowych (Wykres 4). Generalnie, znaczaca (prawie 92%) grupe stano-
wig zestawy, ktére wykorzystano najwyzej dziesieciokrotnie. Niewielki odsetek,
nieprzekraczajacy 1,3%, to zestawy, ktdére zostaly wykorzystane ponad 100 razy.

Znaczenie pewnych zestawéw danych w szkoleniu modeli jezykowych ilustruje
Wykres 5 z odsetkiem autoréw wykorzystujacych dany zestaw. Blisko 9% autoréw
wykorzystalo zestaw emotion, siedmiokrotnie wiecej niz popularna Wikipedie.
Powyzej 5% podmiotéw wyszkolilo model na bazie zestawéw imdb i squad. Do
najczesciej wymienianego zbioru glue odwotalo sie¢ mniej niz 4% autoréw.
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Zrédlo: opracowanie wlasne
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5.3. Czy istnieje korelacja miedzy liczbg unikalnych zestawow danych
stosowanych przez poszczegolnych autorow a tgczng liczbg modeli,
ktore udostepnili?

Wspdlczynnik korelacji Pearsona (Wykres 6) miedzy liczba wykorzystanych unikal-
nych zestawéw danych a liczba modeli jezykowych udostepnionych przez danego
autora wynosi 0,44 (p=0,0000), co wskazuje na umiarkowanie dodatnig korelacje.
Oznacza to, ze wsrdd autoréw publikujacych wieksza liczbe modeli jezykowych
widoczna jest pewna tendencja do wykorzystywania bardziej zréznicowanych
zestawow danych. Nie jest to jednak silna zalezno$¢.

Odmienne pod wzgledem funkcji modele jezykowe moga bowiem wykorzy-
stywac¢ zréznicowane zestawy danych, zaréwno pod wzgledem ich rodzaju, jak
i liczby. Jednoczes$nie kolejne wersje tego samego modelu zwykle opieraja sie na
identycznych zestawach danych, co moze ogranicza¢ réznorodnos¢ danych wy-
korzystywanych przez autora.
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Wykres 6. Korelacja miedzy liczba wykorzystanych unikalnych zestawéw danych
a liczba modeli jezykowych udostepnionych przez danego autora

Zrédlo: opracowanie wlasne
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5.4. Czyistnieje zaleznos¢ miedzy zestawami danych
a kategoriami modeli, w ktérych je wykorzystano?

Zdecydowana wigkszo$¢ zestaw6w danych, jak wynika z Wykresu 7, byta wykorzy-
stywana tylko w jednej kategorii modeli. Mniej niz pét procenta zestawdw zostalo
przypisanych do wiecej niz 5 kategorii. Zazwyczaj jeden zestaw danych wystepuje
powszechnie tylko w jednej kategorii, a w innych bywa wykorzystywany juz spo-
radycznie. Na przyklad na 1298 wystapien zestawu imdb prawie 74% przypada na
kategorie text classification. We wszystkich 12 kategoriach znajduje si¢ jedynie fka/
awesome-chatgpt-prompts (fka/awesome-chatgpt-prompts - Datasets at Hugging
Face, 2024). Wiekszo$¢ z kategorii charakteryzuje uzycie jednego dominujacego
zestawu danych. Dla modeli z grupy feature extraction jest to allenai/c4, a w mo-
delach realizujacych zadania z grupy text classification glue. Z kolei w kategorii
question answering widoczna jest dominacja zestawu SQuAD.
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Wykres 7. Wykorzystanie zestawéw danych w kategoriach modeli jezykowych

Zrédlo: opracowanie wlasne

W tych kategoriach, w ktorych zarejestrowano 5000 i wiecej modeli, stosunek
liczby unikalnych zestawéw do liczby modeli jest stosunkowo niski i Srednio wynosi
niecale 0,24 (Wykres 8). W przypadku pozostalych kategorii (wyjawszy zero shot
classification) ten wskaznik osiaga warto$¢ blisko 0,41. Razem z kategoria zero shot
classification bedzie on jeszcze wigkszy, ale w tym przypadku kilka modeli byto szko-
lonych na blisko 300 zestawach danych, co znaczaco podnosi wspomniany wskaznik.
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Wykres 9. Srednia liczba zestawéw danych przypadajacych na modele z danej kategorii
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Srednia liczba zestawéw wykorzystywanych przez modele jezykowe (Wykres 9),
nie jest wysoka i dla 9 kategorii nie przekracza 2. Jedynie w modelach z grupy
sentence similarity i text generation wynosi od 2,38 do 3,6. Wyjatkiem sa modele
typu zero shot classification, gdzie $rednia wynosi prawie 9, ale jak wspomniano
wczesniej, w kilku modelach z tej grupy wykorzystano blisko 300 zestaw6éw danych.

6. Zakonczenie

Analiza abstrahuje od celu uzycia okreslonego zestawu danych (szkolenie, do-
strajanie, ewaluacja). Koncentruje sie na skali wykorzystania zestawéw danych
w trenowaniu modeli jezykowych réznego rodzaju. Zdecydowana wiekszo$¢ z nich
jest szkolona tylko na podstawie jednego zestawu danych. Relatywnie duza liczba
zidentyfikowanych zestawdéw danych, ktére zostaly wykorzystane tylko raz, moze
wskazywacé na ich specjalistyczny charakter. Liczne uzycie okreslonych zbioréw
mozna interpretowa¢ dwojako: jako potwierdzenie ich skutecznosci, ale tez jako
oznake braku alternatywnych jako$ci danych o odpowiedniej jakosci. Mozna row-
niez zaobserwowac pewna prawidlowo$¢ polegajaca na tym, ze w kategoriach
z mniejsza liczba modeli wystepuje wieksze zréznicowanie wykorzystywanych do
ich szkolenia zestawdw danych.

Szereg ograniczen wplywa na dokladnos¢ wynikéw przedstawionej analizy.
Zbadano tylko niecale 14% modeli zawierajacych nie zawsze kompletne metada-
ne. Brakuje w nich niejednokrotnie nazw wszystkich wykorzystanych zestawéw
danych, jak w przypadku modelu RoBERTa (FacebookAl/roberta-base - Hugging
Face, 2024). W tym przypadku kompletna charakterystyka modelu, jesli chodzi
o zestawy danych, jest dostepna dopiero w opisujacej go publikacji (Liu et al., 2019).

Warto zaznaczy¢, ze wielu autoréw publikuje rézne warianty jednego modelu,
korzystajac przy tym z tych samych zbioréw danych. Kazdy wariant, bedacy od-
rebna pozycja, nieco sztucznie zawyza wiec statystyke wykorzystania okreslonych
zasobow.

Wprawdzie w repozytorium rézne modele teoretycznie moga odwotywac sie do
tego samego zestawu danych, jednak w praktyce czesto korzystaja z réznych wersji
tych danych. Dlatego tez informacje o zestawach danych nalezy traktowac raczej
jako wskazowke dotyczacg ich pochodzenia, a nie doktadne okreslenie uzytej wersji.
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Quantitative analysis of datasets
and the patterns of their use in language models

Abstract

Purpose/Thesis: The objective of this analysis was to provide a quantitative characterisation
of the datasets used for training language models. Specifically, the study encompassed:
1) an analysis of the frequency of use of individual datasets and the patterns of their usage
across different types of models; 2) an assessment of the diversity of data employed by
model developers; and 3) an examination of the variety in dataset usage in relation to
specific applications of language models.

Approach/Methods: The metadata of language models available in the Hugging Face
repository was analysed. Only models that included information about the name of the
dataset used — understood as a collection used for training, fine-tuning, or evaluating
alanguage model — were considered. In total, 56 762 models (13.8% of all retrieved) were
analysed, with metadata collected on March 6, 2025, using the huggingface-hub library. The
analysis included, among others, the number of models and their authors, the frequency
of dataset use depending on model category, and the correlation between the number of
unique datasets used by each author and the total number of models they released. The
analysis was conducted in Python using the pandas, matplotlib, seaborn, and scipy.
Results and Conclusions: A total of 13 376 datasets were identified. Most models were
trained using only a single dataset. A tendency toward greater dataset diversity was
observed among authors who released a larger number of language models. It was also
observed that categories with fewer models exhibited greater diversity in the datasets
used for training.

Originality/Value: The analysis reveals specific patterns concerning the degree of diversity
in dataset usage, depending on the author and the category of the language model.
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